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RESUME Il est connu que, dans la recherche d'informatides meilleures performances sont
obtenues lorsque plusieurs sources de pertinease @mbinées en utilisant des méthodes
d'apprentissage d'ordonnancement. Dans cet artiamus proposons une approche
multicritére pour la recherche d’information danssl documents structurées basée sur les
méthodes d’apprentissage d’ordonnancement pour eapjye automatiquement un modéle
de Ranking et mesurer I'impact de chaque sourcpeaténence. Des expérimentations sur
une grande collection de la compagne d’évaluatienla recherche d'information XML
(INEX) ont montré la performance de notre approche.

ABSTRACT It's known that, in information retrieval, bestrfiemances are obtained when
many sources of evidence are combined using legrtirrank methods. In this paper, we
propose a multiple criteria approach for XML infoation retrieval based on learning to
rank methods to automatically learn a ranking maatedl measure the impact of each source
of evidence. Experiments on a large collection frtimee XML Information Retrieval
evaluation campaign (INEX) showed good performandhedpproach.

MOTS-CLES : XML, Recherche d’information structuigprentissage d’ordonnancement,
Ranking SVM, BM25.
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1. Introduction

L'adoption accrue de XML comme format standard poeprésenter les
documents structurés nécessite le développementydtames efficaces pour la
recherche d’information structurée (RIS), dont & bst de retrouver les éléments
XML pertinents (paragraphe, section, sous secti@tg.). et non pas des documents
entiers. Ces éléments sont ensuite présentés arsl@mfonction de leur pertinence
par rapport a la requéte. L'ordre de cette listepeisnordial puisqu’en général les
utilisateurs s’intéressent surtout aux premiersiltéts retournés pour leur requéte.
Le probléme donc, est de savoir définir une fomctle score capable de positionner
les éléments les plus pertinents au début dettadis résultats. Pour cela, plusieurs
fonctions de calcul de score de pertinence ontnétés au point.

La majorité des approches proposées dans la tittéraont des adaptations des
modéles de recherche d’information classique atieste XML (Modéle vectoriel,
probabiliste et modéle de langue, etc.) (Fuhr et 2004). D’autres approches
spécifiques a la recherche d’information structurae été aussi développées pour
restituer une liste ordonnée d’éléments XML pertiseXFIRM GPX (Sauvagnat et
al., 2006), (Geva., 2006). Quelle que soit 'appeaitilisée, la pertinence des
éléments XML est réduite a une fonction de score ujilise plusieurs criteres
(sources de pertinence) comme : le nombre d'élé&nésilles d’'un élément
(Sauvagnat et al., 2006), sa taille (Kamps et 2005), le score des éléments
feuilles, le contexte de I'élément (Sauvagnat et 2006), (Vittaut et al., 2006).
Plusieurs paramétres commgB, A ... ont été utilisés, qui indiquent I'importance
accordée a chaque source. Les valeurs finales depammeétres, sont fixées
manuellement de maniére empirique aprés plusieqorérenentations comme c’est
souvent le cas dans le domaine de la RI classique.

Afin d’améliorer la performance du modéle, d'autssurces de pertinence
peuvent étre ajoutés. Bien évidement, avec le nenaboissant des sources de
pertinence a prendre en compte, I'approche manpelle fixer les parametres est
devenue difficile & mettre en ceuvre.

Ces derniéres années, un nouveau domaine de reehappelé apprentissage
d’'ordonnancement « Learning to Rank », a prajvement émergé, qui utilise les
techniques d'apprentissage automatique pour patré8 modéle de Ranking en
évitant le paramétrage manuel.

Les algorithmes d’ordonnancement ont été utiliséx asucces dans des taches
comme le filtrage collaboratif (Harrington, 2008, RI multimédia (Yang et al.,
2008), la questioneeponses (Xu et al., 2005). Néanmoins, peu de dsava
concernant l'utilisation de ces méthodes dansdaedle la recherche d’information
structurée. Dans (Vittaut et al., 2006) les auteard proposé d'utiliser les
caractéristiques provenant de I'élément XML, de donument et de son élément
parent puis ils utilisent une méthode d’apprengissd’ordonnancement pairwise
pour combiner les trois caractéristiques. Dans (@aal., 2009) une méthode
d'apprentissage d’ordonnancement Listwise appeléstBM a été utilisé pour
apprendre les paramétres k1 et b de la fonctibARD BM25 (Robertson, 1997).

Dans cet article, nous proposons une approche bsséd’apprentissage
d’ordonnancement, dont certaines sources de pecinsont utilisées et combinées
de différentes facons afin de trouver la meillecoenbinaison et mesurer I'impact
de chaque source sur la performance du modéle.



2. Apprentissage d’ordonnancement en Rl

L'apprentissage d’ordonnancement est une approchappigntissage
automatique appliquée a la recherche d’informatpmimettant de développer
automatiquement des fonctions d’ordonnancement aitirp de données
d'apprentissage. Il s’agit de considérer une ctbleac de couples (requéte,
document) avec leurs jugements de pertinence. @heaouple est représenté par un
vecteur de caractéristiques (les sources de paci#s®, qui décrivent la similarité
entre le document et la requéte. Le modele de iRgrést appris a l'aide d'un
algorithme d’apprentissage sur ce jeu de donnéesa@liéle est ensuite utilisé pour
prédire la pertinence de nouvelles paires (requidgiment) et fournir I'ordre total.

Plusieurs algorithmes ont été développés ces demannées dans le cadre de
I'apprentissage d’'ordonnancement. Chaque algorithatidise une technique
d'apprentissage et une fonction d'erreur différenteans (Liu, 2011) l'auteur a
catégorisé ces algorithmes d’ordonnancement en th@ndes approches selon la
facon de considérer les documents en entrée dénsgsd’apprentissage.

— Approche Pointwise : chaque document est corsis&parément en entrée du
systeme d'apprentissage, I'espace de sortie dsgle de pertinence du document.
Le probleme d'apprentissage est généralement @&gés@bmme un probléeme de
régression linéaire, classification ou de régressiadinale (Nallapatj 2004), (Li,
2008).

— Approche Pairwise : des paires de documents [Xg¥nt considérées en
entrée du systéme d'apprentissage. L'espace de ssrtun jugement de préférence
(Yi,)) a valeur dans {-1,1}. Si Yi,j =+1 , aloreldocument Xi est préféré au
document Xj : donc Xi doit étre classé au dessu¥Xjddans la liste de résultat. Le
probléme d'apprentissage ici est un probléme dssifilzation. Par conséquent, la
plupart des algorithmes de cette approche utiliEsitméthodes de classifications
existantes. Plusieurs algorithmes ont été dévelppés cette approche, a savoir
Ranking SVM (Joachims, 2006), Rankboost (Freun@32@t LambdaMART (Wu,
2010).

— Approche Listwise : les algorithmes considérent entrée du systéeme
d'apprentissage la liste compléte des documengs esortie la liste ordonnée des
documents. Les algorithmes de cette approche skpdrtis en deux sous-
catégories : ceux maximisant une mesure de RI colam&P ou le NDCG et ceux
minimisant d’autres fonctions de perte non liées mesures de RI (par exemple, la
distribution de probabilité sur les permutationgpn peut citer a titre d'exemple
I'algorithme ListNet (Cao, 2007) ou encore ListM{Xia, 2008).

3. Approche proposée

Notre approche comprend trois étapes principales

— Préparation de la base d’'apprentissage : Cette étapcerne I'échantillonnage
des éléments et des Requétes d'apprentissaggatesn des caractéristiques que
nous allons utiliser, puis I'étiquetage des couglésment-requéte.

— Apprentissage : dans cette étape un algorithmeppdéntissage
d’'ordonnancement sera utilisé pour apprendre desléfas pour différentes
combinaisons des caractéristiques afin de mesimgract de chacune.



— Test et évaluation: dans cette étape nous alliiser les mesures
d’évaluation standard de la RIS pour évaluer ldgparance du modele appris pour
chaque combinaison.

3.1. Algorithme utilisé

RankingSVM (Joachims, 2006), est I'un des algorgbnde référence pour
I'apprentissage des fonctions d’ordonnancement.sNauons choisi cet algorithme
puisque son évaluation sur de nombreux jeux de ésinmontre que sa
performance est excellente (Liu, 2011). Le princige l'algorithme est de
transformer le probléme d’ordonnancement en ciaasibn par paire (approche
Pairwise). Pour classer les paires positivéans la classe +1 et les paires
négatives dans la classe -1, l'algorithme Ranki\g&inimise la fonction objectif
suivante :
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Ou N est le nombre des paires d’élémeftsest le vecteur des poids des
caractéristiques, C est un parameétre de régulamsgtii permet d'intervenir sur le
compromis entre I'erreur sur la base d’apprentisstda généralisation du modéle.

3.1.Caractéristiques utilisées

Le choix des caractéristiques utilisées dans ragggroche repose sur les quatre
intuitions suivantes :

Contexte de I'élément (score du documenit) élément d'un document pertinent
qui ne contient pas tous les termes de la reqaétesusceptible d'étre plus pertinent
que s'il est contenu dans un document non pettinen

Score de I'élément plus un élément contient d'occurrences d'un tedméda
requéte, plus il est pertinent par rapport a aetyeiéte.

Proximité des termes de la requétglus les termes de la requéte se retrouvent
proches dans un élément, plus cet élément edingraret doit étre positionné en
téte de la liste des résultats.

Taille de I'élément :c’est a dire le nombre de termes qu'il contient @s
paramétre trés important dans le calcul de la memte des éléments, mais le
probléme est de savoir comment introduire ce patrameée

Chaque intuition est modélisée par une fonctiorud\détaillons par la suite les
quatre fonctions utiliséesBM25Doc, BM25Elem, ProxElerat SizeElem

3.1.1 Score de I'élément (BM25Doc)

Dans la recherche d'information, BM25 (Robertso®97) est la plus citées
fonction de score utilisée pour estimer la pertagedes documents pour une requéte
donnée. Elle est basée sur le modéle probabilBtms notre approche, cette
fonction est utilisée pour estimer le score desudwmmts a une requéte donnée.
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ou |D|Ie nombre de documents dans la collectiodf (t) est le nombre de
documents contenant le terme ff;(t,d) est la fréquence de terntedans le
document d; len(d) désigne la longueur du documehet avdl est la longueur
moyenne des documents.

k1 etb sont des paramétres libres. Nous avonskhis 2,5 et b = 0,8.
3.1.2 Score de I'élément (BM25Elem)

Quoique, a l'origine, la fonction BM25 est utilispeur calculer le score des
documents dans la Rl des documents plats. Ellé m#&bduite dans la RI XML ces
derniéres années et les modéles qui l'utilisent memune fonction de base
fonctionnent le mieux dans INEX (Itakura, 2008)e(@, 2010) (Gao et al., 2011)
De ce fait, nous allons utiliser la fonction BM2®ur calculer les scores des
éléments dans notre approche.
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Ou |E| le nombre d’éléments dans la collectioef(t) est le nombre d’éléments
contenant le terme t (pas tous les éléments maisous ensemble d’éléments
comme utilisé dans (Lu et al., 2005))tf(t,e) est la fréquence de termedans
I'élément e; len(e) désigne la longueur de I'élément avel est la longueur
moyenne des éléments.

k1 et b sont des parameétres libres. Nous avon&tms2,5 etb = 0,8.
3.1.3 Proximité des termes de la requéte (ProxElem)

La distance entre les termes de la requéte a diseetau contexte de la RI
structurée de plusieurs facons (Abbaci et al., 20 oschart et al., 2008). Dans
notre approche, nous calculons la distance entre omts-clés de la requéte ti et tj
dans un élémerd comme la distance minimale entre toutes les oeoges ddi et
tj dans I'élémenrd.

Dis(et;,t;) = minmatilje dist(et ,t;), [6]
1
Dis(et;.t;)’

Pour une requéte qui contient les mots (lés.,t ), ProxElen{ge) est
calculée par :

ProxElenfet ,t;) = (7]

ProxElenge q) = > __tr [8]
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3.1.3 Taille de I'élément (SizeElem)

Pour tenir compte de la grande différence desefili'éléments dans les
documents XML, et en particulier le nombre impotsames petits éléments
(éléments feuilles) par rapport aux éléments dlée tplus grande (articles ou
éléments intermédiaires) dans les collections desuimdents structurés. Plusieurs
méthodes ont été adoptées dans la RIS pour réscaedmobléme. Dans (Kamps et
al., 2005) une préférence en faveur des élémengsadele taille a été établie et un
seuil a été défini pour la suppression des élénwmtgetite taille de I'index. Dans
notre approche nous avons proposé un nouveau poairela taille de I'élément
(SizeElemqui est basé sur les deux propriétés suivantes :

Propriété 1: Plus un élément a des éléments fils pertingfis, son exhaustivité
pour la requéte est élevé (exhaustivité se propages I'arbre), mais il est moins
spécifique en raison de sa grande taille.

Propriété 2: Plus la taille d'un élément pertinent est petitess il est spécifique
a la requéte mais son exhaustivité est faible.

Donc, les éléments les plus équilibrés (ceux quiume bonne exhaustivité et
une bonne spécificité en méme temps) sont situénikeu de I'arbre XML et ont
une taille moyenne. Pour cette raison, nous infemiis un nouveau score de taille
qui attribue un score faible aux éléments ayant petite et grande taille. Et
attribuer un score élevé pour les d'éléments dotdille est proche de la moyenne.
Ce score que nous avons proposé est calculé comitme s

_ len(e) if len(e) < IdealLengh
IdealLengh [9]

len(e) — (MaxLenght+1)
IdealLenglh — (MaxLenght+1)

Ou len(e) est la longueur de I'élémert (nombre de termes) MaxLenght
représente la longueur maximale des éléments dawmsllection et IdealLenght
représente la longueur idéale de I'élément a tnouve

SizeElen¥

if len(e) = IdealLengh

Dans les expérimentations, nous avonsldesalLenght =100 termes

4. Expérimentations et évaluation

Dans cette section, nous allons présenter la ¢mfetNEX utilisée pour évaluer
notre approche. Nous décrirons ensuite I'échantiléfme des éléments et des
requétes pour I'apprentissage. Enfin, I'évaluatiemotre approche sera introduite.

4.1.Données expérimentales

Nous nous appuyons pour I'évaluation de notre ag@aur la collection de test
fournie dans le cadre de la compagne d'évaluatfEXl 2005 (INitiative for the
Evaluation of XML Retrieval). Cette collection coogge d’articles scientifiques
provenant de I'lEEE Computer Society, balisés arméi XML. Elle comporte
16819 articles publiés de 1995 a 2004 provenanRHemagazines ou revues
différentes ayant une taille totale d’environ 708gaoctets. La collection contient
au total 11 millions d’éléments.

4.1.1 Echantillonnage des requétes d’apprentissage



Les requétes utilisées dans notre approamd ks 29 requétes de type
CO (Content Only), qui ont des jugements de pentteenumérotées de 202 a 241.

Afin de rendre I'évaluation plus compléte, nous revaitilisé dans notre
expérience le «k-fold cross validation » de laidatlon croisée, avec k=3.
L'ensemble de requéte est divisé en trois partes &nviron le méme nombre de
requétes, notées S1, S2 et S3. Pour chaque égype pdrties sont utilisées pour
I'apprentissage du modéle d’ordonnancement et taepaestante pour évaluer la
performance du modéle appris (voir tableau 1). layenne des résultats des trois
différentes expériences de la validation croisée fiemlement utilisée comme
résultat de I'évaluation de notre approche.

Partie Apprentissage Test
Partiel S1,S2 S3
Partie2 S1,S3 S2
Partie3 S2,S3 S1

Tableau 1.Partitionnement des requétes pour trois-fold creegdation.

4.1.2 Echantillonnage des éléments d’apprentissage

En raison du nombre important des éléments XML dansollection (11
millions d’éléments), il n'est pas possible d’extedes vecteurs de caractéristiques
et étiqueter tous ces éléments. Une stratégiemagdde consiste a échantillonner
certains éléments qui pourraient étre plus pertg)guuis extraire les vecteurs de
caractéristiques et faire I'étiquetage des couplément-requéte correspondants.
Dans notre expérience, tout d'abord, le modéle BeRAutilisé pour ordonner tous
les éléments de chaque requéte et les 1500 preéi@rents ont été sélectionnés
pour I'extraction de caractéristiques et I'étiqgeta

4.1.3 Etiquetage des couples élément-requéte

L'objectif de I'étiquetage de données est d’assoaiehaque couple élément-
requéte une étiquette, qui décrit le niveau derparte de I'élément par rapport a la
requéte. Dans la collection que nous allons utilgrir 'apprentissage et le test, les
jugements de pertinence sont définis par des expmennains (participants de la
compagne INEX), suivant deux dimensions : I'exdiaité (e) et la spécificité (s)
(Chiaramella et al. 1996). Pour assigner chaqumeié avec une étiquette nous
avons utilisé la fonction d’agrégation "généraliséée,s)= s*e¢ Nous avons
proposé d'utiliser quatre niveaux de jugement ddinEnce pour associer aux
éléments qui ont des jugements de pertinence trésh@s la méme étiquette,
comme montre le tableau suivant.

f(e,s)= s*e Etiquette Degré de pertinence
1.5<=f(e,s)<=2 3 Excellent
1<=f(e,s)<1.5 2 Bon
0<f(e,s)<1 1 Moyen
f(e,s)=0 0 Mauvais

Tableau 2.Etiquetage des couples élément-requétes.

4.2. Evaluation des résultats

L'évaluation de notre approche se fait a traversxdmesures : la courbe
d'effort-précision par rapport au gain-rappel etglin cumulé étendu normalisé



(nxCG). Ce dernier est le gain cumulé par rappotnaseuil. L'évaluation des
résultats a été faite par I'outil EvAlj

Afin d’évaluer la performance de notre approchmesurer I'impact de chaque
caractéristique, plusieurs expérimentations onté&xisées.

4.2.1 Combinaison de toutes les caractéristiques

La figure 1 montre les résultats obtenus surdsure Maep de notre approche
en combinant toutes les caractéristiq8d25Elem, BM25Doc, ProxElem, et
SizeElem) Ces résultats sont comparés avec toutes lesimgrdations officielles
relatives aux requétes de type CO, soumises pasdiable des participants a INEX
2005, pour la tachthorough On peut voir par cette mesure que les perfornsance
de notre approche sont meilleures que celles dé®sagxpérimentations, en
particulier, au début de la liste de classement. Hdm systéeme de recherche
d’'information structurée positionne les éléments plus pertinents au début de la
liste.

Metric:ep-gr Overlap:off Quantisation:gen Topic: ALL

Notre approche
--------- autres xpérimentations

Interpolated Elfort Precision

Gain Recall

Figure 1. Courbe de ep/gr de notre approche et des résuliffitsels de la
campagne d'évaluation INEX 2005, tache CO, quanatiion fgen.

Le tableau 3 montre les résultats obtenus sur lureeManXCG (Mean average
normalized extended cumulated gain) de notre aperd8M25 (modéle de base) et
les expérimentations officielles de l'université Kaiserslautern et du laboratoire
informatique de Paris 6, Lip6 (Vittaut et al., 2006 qui sont les meilleures
expérimentations soumises a la compagne INEX 2008 la tachéhorough Pour
cette mesure, notre approche montre des amélinsagignificatives.

4.2.2.Etude de I'impact de chaque caractéristique

Pour mesurer I'impact de chaque caractéristiquelasyrerformance de notre
approche. Nous avons évalué les résultats obtemenlevant a chaque fois une
caractéristique et en combinant les trois restahiegableau 4 montre les résultats
trouvés pour chague combinaison.

! Projet JAVA dans lequel toutes les mesures ugifisturant INEX 2005 ont été
implémentées. Peut étre téléchargé a partir degad : https://sourceforge.net/projects/evalj



ManXCGlr]
Run Name
1 5 10 15 25 50
Notre approche 0.3895 0.3439 0.3317 0.3228 0.3104 0.2899
Univ de Kaiserslautern 0.3073 0.2345 0.3124 0.3083 0.2986 0.2772
Lip6 0.3845 0.3156 0.2874 0.2755 0.2624 0.2425
BM25(Modéle de Base) 0.2737 0.2372 0.2286 0.2229 0.2187 0.2128

Tableau 3.Evaluation des résultats de notre Approche, BM28%tleux meilleures
expérimentations soumises a la compagne INEX 200% snesure MAnNxCG

MANxCGJr]
Caractéristique enlevée
1 5 10 15 50 100
BM25Elem 0.2239 0.2457 0.2352 0.2273 0.2184 0.2106
-4252% | -28.55% | -29.09% | -29.58% | -29.51%| -27.35%
SizeElem 0.22 02552 | 0.2632 | 02653 | 0.2701 | 0.2665
-4352% | -25.79% | -20.65% | -17.81% | -12.98% | -8.07%
ProxElem 0.2865 0.2986 0.2922 0.2868 0.282 0.2658
-26.44% | -1317%| -11.91%|  -11.159 -9.159 -8.31%
03248 | 03181 | 03151 | 0.3099 | 03034 | 0.2799
BM25Doc
-16.61% | -7.50% | -5.00% | -4.00% | -2.26% | -3.45%
Aucun 0.3895 0.3439 0.3317 0.3228 0.3104 0.2899

Tableau 4 Résultats montrent I'impact de chaque caractée.

D’aprés les résultats, nous constatons que la enedl performance de
'approche est obtenue en combinant toutes lesceaistiques. Les résultats
montrent clairement que la suppression du BM25E@mSizeElem donne des
mauvais résultats (par exemple MANXxCG@1 aimié de 0,3895 a 0,2239
(-42.52%) lorsqu’on supprime BM25Elem et a 0,22003.52%) lorsqu’on
supprime SizeElem). Alors I'impact de ces deux ci@mstiques est tres élevé par
rapport a celui de BM25Doc et ProxElem. |l appaégialement que I'impact de
BM25Elem est tres fort sur tous les résultats tésuMANXCG@1~100 alors que
impact de SizeElem est tres fort sur les cingnuegs résultats uniqguement
MAnNXCG@1~5 mais l'impact est moyennement fpdur MAnxCG@10~100
(-8.07% uniguement pour MANXCG@100). Il est clairssi que l'impact de
ProxElem est important comparativement a I'impacBd125Doc.

Nous avons constaté aussi que toutes les cardicigess utilisées ont un impact
trés élevé sur les premiers résultats de la 1&2e5@ % pour BM25Elem, 43.52%
pour SizeElem, 26.44% pour ProxElem et 16.61% f@m25Doc). Ca montre que
nous avons choisi les bonnes caractéristiques etngtre approche a abouti aux
objectifs et résultats attendus.



5. Conclusion

Dans cet article, notre objectif était de combimpdusieurs caractéristiques
(sources de pertinence) afin d’obtenir de meillsyperformances du systéme de
recherche et surtout de mieux répondre aux bestenbutilisateur. Nous avons
proposé une approche qui permet de combiner cegtaiaractéristiques en utilisant
les méthodes d’apprentissage d’ordonnancement.

Les principales conclusions que l'on peut tirertalgtes les expérimentations
sont les suivantes :

- L'utilisation de I'apprentissage d’ordonnancemeavec le bon choix des
caractéristiques, nous a permis d'observer desi@até@ns significatives pour la
recherche d'information structurée.

- Une deuxiéme conclusion est celle qui concernecdanbinaison des
caractéristiques. Nous avons remarqué que la caisbim de toutes les
caractéristiques proposées dans notre approchaedit@s meilleurs résultats. Ainsi
que certaines caractéristiques sont plus impodanie d’autres.

- La multiplication et la diversification des soascde pertinence en recherche
d’'information dans les documents structurées jaeset motive en grande partie
I'utilisation des méthodes d’apprentissage d’ordoreement.

Nous souhaitons par la suite, étendre I'évaluatiennotre approche sur une
grande collection, telle que la collection qui d¢ent plus de 650000 articles de
I'encyclopédie Wikipedia (Denoyer et al., 2006)iliser d’autres caractéristiques
liées a la structure et le contenu des élémehtks ¥ui peuvent améliorer le mieux
la RIS.
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